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О моделях нейронов агрегирующего типа∗
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Описан новый класс моделей искусственных нейронов агрегирующего типа. Модели
агрегирующих нейронов строятся на основе следующих принципов: (1) все вклады си-
напсов суммируются при помощи агрегирующей операции; (2) вклады простых синапсов,
которые образуют сложный синапс или синаптический кластер, преобразуются также при
помощи некоторой другой агрегирующей операции. Они охватывают большую часть мо-
делей искусственных нейронов функционального типа. Для класса агрегирующих нейро-
нов, обобщающих модель ΣΠ-нейрона, показано, что они могут быть корректно обучены
по конечным наборам прецедентов.
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A new class of models of artificial neurons is described in this work. These models are based
on the following principles: (i) contributions of synapses are summed with the help of certain
aggregation operation; and (ii) contribution of complex synapse or synaptic cluster is computed
with the help of another aggregation operation on the set of simple synapses. These models
include a big part of the known functional models of neurons. For a class of the aggregating
neurons generalizing model ΣΠ-neuron, it is shown that they can be correctly trained on the
final sets of precedents.
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В одном из подходов искусственная нейронная сеть (далее просто нейронная сеть)
рассматривается как направленный граф, в узлах которого находятся нейроны. Каждый
нейрон в сети имеет (1) несколько входных каналов от других нейронов или от входов
сети и (2) только один выходной канал для передачи на выход нейронной сети или, раз-
ветвляясь, на входы других нейронов.

Значительные классы нейронных сетей — нейронные сети прямого распространения.
Они разделяются на слои, так что (1) нейроны, принадлежащие одному слою, не связаны
друг с другом по входам и выходам; (2) выходы нейронов в слое поступают на вход ней-
ронов из другого слоя или на выход сети. Слои пронумерованы, так что на вход нейронов
могут поступать сигналы из слоя только с меньшим номером или от входов сети.

Нейроны головного мозга являются сложными его элементами. Они имеют разветвлен-
ную дендритную систему, в которую сигналы поступают от других нейронов или входов
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нейронной сети при помощи синапсов. Синапсы могут быть как простые, когда в их обра-
зовании участвует единственный вход, так и сложные, когда в их образовании участвуют
одновременно несколько входов. Также могут иметь место пространственно локализован-
ные синаптические кластеры, которые образуют зоны дендритной системы, где обработка
информации ведется независимо от других зон. При этом внутри кластера синапсы могут
также оказывать влияние друг на друга.

Для описания преобразования сигналов в нейроне вводится понятие суммарного по-

тенциала нейрона, который затем преобразуется в выход нейрона. Входы нейрона преоб-
разуются посредством синапсов и вносят определенный вклад в увеличение или умень-
шение суммарного потенциала нейрона. Дендритная система нейрона агрегирует вклады
синапсов и формирует суммарный потенциал нейрона. На его основе генерируется выход-
ной сигнал нейрона.

Существуют разные типы моделей нейрона, например стохастические модели, когда
процесс преобразования информации в нейроне рассматривается как случайный процесс.
В детерминированных моделях нейрона его выход и его входы связаны при помощи де-
терминированной функциональной зависимости. Здесь рассматриваются функциональные

модели нейронов, в которых значение на выходе является детерминированной функцией
от значений на входах нейрона. Различные функциональные модели нейрона получаются
в зависимости от того (1) как моделируются простые и сложные синапсы; (2) какие мо-
дели используются для описания синаптических кластеров; (3) как агрегируются вклады
синапсов.

Большая часть теоретических исследований проводилась для нейронных сетей, постро-
енных на основе классических нейронов вида:

y = σ(w0 + w1x1 + · · ·+ wnxn),

где σ — сигмоидальная функция. Был получен ряд теоретических результатов, которые
характеризуют способности таких нейронных сетей по аппроксимации зависимостей. Пер-
вый из них — это апроксимационный вариант теоремы Колмогорова [1,2], в соответствии
с которой любая непрерывная функция может быть апроксимирована с любой наперед
заданной точностью ε > 0 функциями одной переменной следующим образом:

f(x1, . . . , xn) ≈

M∑

q=1

dqσ

(
N∑

p=1

aqpσ
(
bqpxi(qp) + cqp

)
+ uq

)
,

однако N и M растут экспоненциально при ε → 0.
Позже были получены интересные результаты [3], из которых следует, что любая непре-

рывная функция может быть апроксимирована с любой наперед заданной точностью ε > 0
следующим образом:

f(x1, . . . , xn) ≈
4n+3∑

q=1

dqσ

(
2n+1∑

p=1

cqpσ (wpq · x + θpq)

)
,

где σ — строго монотонная сигмоидальная бесконечно непрерывно дифференцируемая
функция. Структура нейронной сети фиксирована для любой непрерывной функции f .
Однако σ — катастрофически сложно устроенная функция и поэтому трудно вычисли-
мая (т. е. сложность вычислений экспоненционально быстро растет по мере увеличения
точности вычисления значения функции). Можно было бы сделать заключение, что этот
результат ставит под сомнение практическую ценность искусственных нейронных сетей
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с ограниченной структурной сложностью (т. е. когда число нейронов в каждом слое ней-
ронной сети зависит только от n и не зависит от ε) как универсального инструмента для
апроксимации зависимостей. Однако нужно принять во внимание тот факт, что нейрон-
ная сеть построена на основе предельно упрощенной модели нейрона, которая не отражает
многих особенностей преобразования сигналов в природных нейронах.

Для того чтобы преодолеть или, по крайней мере, ослабить проблему экспоненциаль-
ного роста структурной сложности нейронных сетей, необходимо использовать более адек-
ватные модели искусственных нейронов, которые лучше отражают особенности преобразо-
вания информации в природных нейронах и имеют лучшие способности по апроксимации
зависимостей (например, модель ΣΠ-нейрона, радиального нейрона и др.).

В настоящей работе предлагаются функциональные модели нейронов, которые осно-
ваны на применении агрегирующих функций [4, 5] для вычисления суммарного потен-
циала нейрона, вклада сложных синапсов и синаптических кластеров. Эти модели обоб-
щают классические модели искусственных нейронов (в том числе ΣΠ-нейрона), которые
лежат в основе моделирования искусственных нейронных сетей. Диапазон классических
моделей нейрона весьма ограничен, что накладывает ограничения на виды нейросетевых
моделей, которые можно реально использовать для восстановления неизвестных зависи-
мостей. Однако на основе аппарата теории агрегирующих функций можно построить
широкий спектр моделей нейронов, которые, с одной стороны, существенно расширяют
«номенклатуру» способов преобразования информации в искусственных нейронных се-
тях, а с другой стороны, лучше отражают процессы преобразования информации в при-
родных нейронах. Кроме того, в рамках многослойной архитектуры применение аппара-
та теории агрегирующих функций также может позволить строить многослойные сети,
содержащие модельно однородные алгоритмы в пределах одного слоя, но при этом моде-
ли алгоритмов в разных слоях могут быть принципиально отличными. Типичные при-
меры — это модель ΣΠ-нейрона, модель сети со скрытым слоем из радиальных ней-
ронов.

При обучении нейронных сетей на основе классических моделей нейронов часто при-
ходится сталкиваться с проблемой переобучения. Одной из причин переобучения явля-
ется то, что используемая модель преобразования информации является неадекватной
реальному методу преобразования информации. Для ее преодоления успешно применя-
ются композиции модулей из отдельных нейронных сетей, так же как и в методах типа
boosting или bagging.

Продвигаемая в настоящей работе идея состоит в том, что агрегирующие нейроны мо-
гут использоваться в качестве базовых алгоритмов в таких композициях вместо нейронных
сетей, т. е. теперь композиция может строиться не из нейронных сетей, а из агрегирующих
нейронов. Это возможно из-за того, что агрегирующие нейроны могут обладать способ-
ностями по аппроксимации, которые не уступают перцептронным нейронным сетям. Так,
для одного класса агрегирующих нейронов, которые обобщают ΣΠ-нейроны, показыва-
ется, что класс таких агрегирующих нейронов является корректным в том смысле, что
для любой конечной обучающей выборки можно построить агрегирующий нейрон, кото-
рый будет давать правильные ответы на входах из своей обучающей выборки. Значимость
корректности модели алгоритма продемонстрирована с помощью комбинаторного подхода
к оценке обобщающей способности алгоритмов [6].

Сначала опишем общую схему функциональной модели нейрона, учитывающей слож-
ные процессы обработки информации в реальных нейронах.
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1 Схема функциональной модели нейрона
Пусть сегмент Y ⊂ R (например, [0, 1] или [−1, 1]) — множество значений, передава-

емых между нейронами; сегмент U ⊆ R — множество значений полного или суммарного
потенциала нейрона; syn : Y → U — функция преобразования простого синапса. Клас-
сическая модель простого синапса линейная, т. е. syn(x, w) = wx. При построении нели-
нейных моделей простых синапсов можно исходить из естественного предположения, что
функция преобразования простого синапса ограниченная и монотонная. Например, если
X = [0, 1], то syn(x, w) = ϕ(x − a, w), где ϕ(s, w) — монотонно неубывающая по s, строго
монотонно возрастающая по w и ϕ(s, w) = 0 ⇔ s 6 0 .

Сложный синапс рассматривается как композиция простых синапсов. Вклад сложного
синапса получается в результате нелинейного агрегирования вкладов от простых синапсов:

uk = AggS{ui : i ∈ ik},

где uk — вклад k-го сложного синапса (k = n+1, . . . , N); ui – вклад i-го простого синапса
(i < n); ik ⊆ {1, . . . , n} — набор индексов простых синапсов, входящих в k-й сложный
синапс; AggS — агрегирующая функция для вычисления вкладов сложных синапсов.

Синаптический кластер рассматривается как композиция синапсов (простых или
сложных):

sl = AggC{uj : i ∈ jl},

sl — вклад l-го синаптического кластера (l = 1, . . . , m); jl ⊂ {1, . . . , n, . . . , N} — набор ин-
дексов синапсов (сложных и простых), входящих в ℓ-й синаптический кластер; AggC — аг-
регирующая функция для вычисления вкладов синаптических кластеров, которая может
отличаться от AggS, однако если кластеры состоят из простых синапсов, то агрегирующие
функции AggC и AggS, как правило, совпадают.

Суммарный потенциал нейрона получается в результате агрегирования вкладов от
синаптических кластеров:

s = Agg{s1, . . . , sm},

где s1, . . . , sm — вклады синпатических кластеров; Agg — агрегирующая функция для
вычисления суммарного потенциала нейрона, которая отличается от AggS, но может со-
впадать с AggC . Это хорошо иллюстрирует модель ΣΠ-нейрона, которая рассматривается
ниже. Функция выхода out : U → Y задает закон преобразования суммарного потенциала
нейрона в его выход.

2 Модели нейрона с простыми синапсами
Классический нейрон имеет только простые синапсы и реализует преобразование

y = out
(
θ +

n∑

i=1

wixi

)
,

где wi — вес i-го синапса. В этой модели слагаемое wixi соответствует преобразованию
в i-м синапсе, суммарный потенциал нейрона есть арифметическая сумма вкладов простых
синапсов и смещения θ.

Эта модель является частным случаем более общей модели нейрона с простыми си-
напсами:

y = out
(
θ +

n∑

i=1

ui

)
, (1)

где ui = syn(x, w, . . . ) — нелинейная скалярная функция преобразования простого синапса,
зависящая от синаптического веса w и, возможно, других параметров.
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Естественным обобщением арифметического суммирования, которое сохраняет все его
привычные алгебраические свойства, является так называемое g-суммирование [7, 8]:

(
θ +

n∑

i=1

ui

)
g
= g−1

(
g(θ) +

n∑

i=1

g(ui)
)
,

где g — монотонная обратимая функция. Оно является точным аналогом взвешенно-
го арифметического суммирования. Теорема Акцеля [9] объясняет, почему выделяется
g-суммирование: всякая непрерывная и ассоциативная агрегирующая функция на сегмен-
те представляет собой некоторое g-суммирование. Например:

g(u)

(
θ +

n∑
i=1

ui

)

g

u〈p〉 = sign u|u|p
(
θ〈p〉 +

n∑
i=1

u
〈p〉
i

)〈1/p〉

eu ln

(
eθ +

n∑

i=1

eui

)





ln u, u > 0;

0, u = 0;

ln(−u) + iπ, u < 0.

θ
n∏

i=1

ui

Модель классического нейрона, в котором вместо обычного суммирования использу-
ется g-суммирование, принимает следующий вид:

y = õut
(
g(θ) +

n∑

i=1

g(ui)
)
,

где õut(s) = out(g−1(s)); ui = syn(xi, wi).
Классическую модель нейрона с простыми синапсами можно обобщить до модели ней-

рона агрегирующего типа с простыми синапсами вида:

y = out ◦ Agg
{
θ, u1, . . . , un

}
,

где Agg — симметричная агрегирующая функция.
Классическая модель нейрона с простыми синапсами по форме идентична обобщен-

ной линейной модели, которая имеет статистическую природу [10]. В ней функция связи
соответствует функции выхода и отражает связь между математическим ожиданием це-
левой переменной и взвешенной линейной комбинацией предикторов. В линейной модели
с нелинейным преобразованием признаков [11], наоборот, учитывается функция распреде-
ления значений входных предикторов. Объединение этих двух моделей дает обобщенную
аддитивную статистическую модель, которая похожа на модель нейрона с простыми нели-
нейными синапсами (1).

3 Модель ΣΠ-нейрона

Примером нейрона со сложными синапсами или синаптическими кластерами являет-
ся ΣΠ-нейрон. Эта модель нейрона впервые была предложена в [12] и использовалась
как модель, которая отражает локальное взаимодействие входов в сложных синапсах



О моделях нейронов агрегирующего типа 1711

или простых синапсов в синаптических кластерах [13]. В работах [14, 15] было показано,
что модель ΣΠ-нейрона более адекватно соответствует процессам обработки информации
с учетом того, что вклады сложных синапсов суммируются арифметически. Достинством
этой модели является ее относительная простота и выразительность. Например, в моде-
ли ΣΠ-нейрона с функцией выхода, принимающей значения в {0, 1}, можно представить
любую логическую функцию. Сплайны для апроксимации непрерывных функций многих
переменных можно рассматривать как ΣΠ-нейрон, на вход которого подаются сигналы,
предварительно преобразованные при помощи скалярных усеченно-степенных функций.
В работе [16] показано, что адекватная функциональная модель обучения нейронов коры
головного мозга получается в случае, когда на вход ΣΠ-нейрона подаются сигналы, пред-
варительно преобразованные при помощи радиальных функций. Более подробный анализ
моделей со сложными синапсами и синаптическими кластерами можно найти в [17].

ΣΠ-нейрон моделирует сложные синапсы или синаптические кластеры при помощи
агрегирующей функции произведения:

S(u1, . . . , um) =

m∏

i=1

ui,

где u1, . . . , um — вклады простых синапсов, входящих в сложный синапс или синаптиче-
ский кластер. Суммарный потенциал по-прежнему есть арифметическая сумма вкладов
синапсов и смещения θ:

y = out

(
θ +

m∑

k=1

∏

i∈ik

uki

)
,

где ik ⊆ {1, . . . , n}; uki — вклад i-го простого синапса в k-м сложном синапсе или синапти-
ческом кластере. Если простые синапсы линейные (u = wx), то функция преобразования
имеет вид:

y = out

(
θ +

m∑

k=1

wk

∏

i∈ik

xi

)
, (2)

где wk =
∏
i∈ik

wki. Такая модель ΣΠ-нейрона является корректной для класса логических

функций, т. е. для любой частично определенной логической функции f : X → {0, 1}, где
X ⊆ {0, 1}n, существует ΣΠ-нейрон вида (2), который вычисляет значения функции f

на X.
Модель ΣΠ-нейрона с простыми синапсами вида u = wϕ(x− a) имеет вид:

y = out

(
θ +

m∑

k=1

wk

∏

i∈ik

gi(xi − aki)

)
,

где gi(x) = 0 ⇔ x 6 0. В [18] доказано, что эта модель при некоторых условиях общего
вида способна корректно представлять произвольные дискретные функции, определенные
на конечных подмножествах Rn, при этом конструктивный процесс обучения сопровожда-
ется процессом минимизации сложности так, чтобы в синаптическом кластере участвова-
ло минимально возможное число простых синапсов. Важным свойством конструктивной
процедуры обучения ΣΠ-нейрона является то, что она позволяет строить множество раз-
личных ΣΠ-нейрона по одной обучающей выборке, которые выдают на ней правильные
ответы. Это дает возможность уверенно использовать их в качестве базовых алгоритмов
в процедурах типа бустинга, баггинга или взвешенного голосования, так как всегда можно
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построить ΣΠ-нейрон, который не ошибается более чем на половине выборки, используя
при этом в качестве обучающей не более половины выборки.

4 Модель нейрона с агрегирующими сложными синапсами

Модель ΣΠ-нейрона является частным случаем следующей модели нейрона со слож-
ными синапсами:

y = out

(
θ +

m∑

k=1

uk

)
.

Здесь uk — вклад k-го агрегирующего сложного синапса или синаптического кластера,
состоящего из простых синапсов:

uk = AggΠ{ui : i ∈ ik},

где AggΠ — агрегирующая функция, которая удовлетворяет требованию:

AggΠ{ui : i ∈ i} = 0 ⇔ ∃i ∈ i : ui = 0.

Значительный класс таких агрегирующих функций — это квазимультипликативные

функции:

Πh {ui : i ∈ i} = h−1

(
∏

i∈i

h(ui)

)
,

где h — обратимая монотонная функция.
Таким образом, модель нейрона с агрегирующими ложными синапсами или синапти-

ческими кластерами из простых синапсов имеет вид:

y = out

(
θ +

m∑

k=1

AggΠ{uki : i ∈ ik}

)
. (3)

Способности такой модели отражает следующее утверждение. Пусть out — корректная

функция выхода, т. е. для любого y ∈ Y найдется значение s такое, что y = out(s).
Пусть функция простого синапса syn(x− a, w), такая что

1) syn(x− a, w) = 0 только при x 6 a;
2) для любого w функция synw(x) = syn(x− a, w) — монотонная;
3) для любого x функция synx(w) = syn(x− a, w) — строго монотонная;
4) для любого x и любого u существует w такая, что u = synx(w).

Типичный пример: syn(x−a, w) = wϕ(x−a), где ϕ — монотонно неубывающая функция
и ϕ(x) = 0 ⇔ x 6 0 или ϕ(x) = 0 ⇔ x < 0.

Теорема 1. Для любого конечного и непротиворечивого набора прецедентов1 〈X̃, Ỹ〉
можно построить агрегирующий нейрон

agn(x) = out

(
θ +

m∑

k=1

AggΠ {uki : i ∈ ik}

)
,

такой, что y = agn(x) для любой пары 〈x, y〉 из 〈X̃, Ỹ〉.
Для краткости приведем только схему конструктивного доказательства, которое сле-

дует схемам доказательств аналогичных утверждений в [18] для ΣΠ-нейронов. Набор пре-

цедентов 〈X̃, Ỹ〉 переупорядочивается так, что для любой пары 1 6 j < k 6 N всегда

1Набор прецедентов 〈X̃, Ỹ〉 является непротиворечивым, когда для любой пары 〈x′, y′〉 и 〈x′′, y′′〉 из

〈X̃, Ỹ〉 верно условие: если x′ = x′′, то y′ = y′′.
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найдется индекс i = i(j, k), такой, что xji 6 xki (�-упорядоченность). При помощи проце-

дуры исключения индексов, несущественных для порядка примеров в X̃, строится после-

довательность {ik : k = 1, N} (N = |X̃|), которая содержит минимальные наборы индексов
(т. е. из любого набора ik нельзя исключить какой-либо индекс так, чтобы не нарушилось
свойство �-упорядоченности). В силу свойств агрегирующей функции AggΠ последова-
тельность функций {Φk(x)}, где

Φk(x) = AggΠ {syn(xi − ν(xki), wki) : i ∈ ik} ,

является треугольно упорядоченной, а именно:
(1) Φj(xk) = 0 для любой пары j < k;
(2) Φk(xk) 6= 0.
Здесь ν(xki) — предыдущее значение относительно xki в вариационном ряду значений

x1i, . . . , xNi.
Затем при помощи однопроходной процедуры находятся веса wki, так что по построе-

нию yk = agn(xk) для любого k = 1, N . Эта процедура рекуррентная, так что в процессе
обучения строится последовательность

{
agnk(x) = out(SPk(x))

}
такая, что для любого

j = 1, k: yj = agnk(xj), при этом

SPk(x) =

{
SPk−1(x), если yk = agnk−1(xk−1);

SPk−1(x) + wkΦk(xk), если yk 6= agnk−1(xk−1),

где

SPk(x) = θ +

k∑

j=1

AggΠ
{
uji : i ∈ ij

}
, uji = syn(xi − aji, wji);

wk — решение уравнения

yk = out (SPk−1(xk) + wkΦk(xk)) .

Таким образом, получается корректный агрегирующий нейрон по построению.
Помимо квазимультипликативных функций примером агрегирующих функций слож-

ных синапсов или синаптических кластеров из простых синапсов также могут служить
квазиаддитивные функции

uk = Σh {ui : i ∈ ik} = h−1

(
∑

i∈ik

h(uki)

)
,

где h — обратимая монотонная функция, например:

h(u) Суммарный потенциал нейрона

u〈p〉 θ +
m∑

k=1

(
∑

i∈ik

u
〈p〉
ki

)〈1/p〉

epu θ +
m∑

k=1

1
p
ln

(
∑

i∈ik

epuki

)
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5 Двуслойная модель нейрона со сложными синапсами

В общем случае модель (3) агрегирующего нейрона можно обобщить, если заме-
нить обычное суммирование вкладов сложных синапсов на симметричную агрегирующую
функцию :

y = out ◦ AggΣ {θ, s1, . . . , sm} ;
sk = AggΠ {uki : i ∈ ik} , k = 1, m,

(4)

где AggΣ — агрегирующая функция для вычисления суммарного потенциала нейрона,
такая что

(1) если sk′ = 0, то AggΣ{sk : k ∈ k} = AggΣ{sk : k ∈ k′}, где k′ = k \ {k′};
(2) для любого AggΣ{s1, . . . , sM}, любого S найдется sM+1 такая, что

AggΣ{s1, . . . , sM , sM+1} = S.

Примерами такой агрегирующей функции являются квазиаддитивные функции вида:

AggΣ{s1, . . . , sM} = h−1

(
M∑

k=1

wkh(sk)

)
.

В этих предположениях и предположениях Теоремы 1 в части простых синапсов имеет
место следующая теорема.

Теорема 2. Для любого конечного и непротиворечивого набора прецедентов 〈X̃, Ỹ〉
можно построить агрегирующий нейрон agn(x) вида (4) такой, что y = agn(x) для

любой пары 〈x, y〉 из 〈X̃, Ỹ〉.
Доказательство этой теоремы идентично доказательству Теоремы 1. Особенность за-

ключается только в том, что агрегирующая операция AggΣ, по приведенному выше опреде-
лению, обладает всеми необходимыми свойствами, которыми обладает операция обычного
суммирования и которые непосредственно и используются при доказательстве Теоремы 1
и поэтому формальная ее замена на AggΣ обеспечивает истинность Теоремы 2.

6 Заключение

В настоящей работе описаны новые классы моделей нейронов агрегирующего типа,
которые включают в себя большинство функциональных моделей нейронов, в том числе
со сложными синапсами (нейроны перцептронного типа, сигма-пи нейроны, радиальные
нейроны). Они существенно расширяет «номенклатуру» типов моделей нейронов, на осно-
ве которых можно строить нейронные сети. Для одного подкласса таких моделей, которые
обобщают ΣΠ-нейроны, доказана способность по корректному представлению функций,
определенных на конечном множестве.

В дальнейшем предстоит теоретическое и экспериментальное исследование возможно-
стей моделей агрегирующих нейронов по апроксимации различных типов зависимостей.
Поскольку модели ΣΠ-нейронов и их обобщения показали хорошие способности по пред-
ставлению многих типов зависимостей [18–20], то таких же способностей можно ожидать
и от моделей агрегирующих нейронов в общем случае.

Также предстоит еще исследовать эффект от применения различных классов агреги-
рующих функций как для агрегирования вкладов в сложных синапсах и синаптических
кластерах, так и для агрегирования всех вкладов в суммарный потенциал нейрона на ка-
чество и сложность аппроксимации зависимостей.
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