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Рассматривается метрическая схема распознавания образов, порождаемых многоклас-
совым источником изображений, в пространстве древовидных представлений с многоуров-
невым разрешением. Для различных уровней разрешения на множестве представлений
введено семейство мер различия образов и разделяющих функций в форме правдопо-
добий по классам. Решение базируется на критерии голосования значений разделяющих
функций и допускает отказ. Разработана процедура обучения, включающая отбор этало-
нов и оптимизацию параметров. Построен параметрический решающий алгоритм, вклю-
чающий стратегии иерархического и переборного поиска решения в многоуровневой сети
эталонов. Получена аналитическая оценка вычислительной сложности решающего алго-
ритма. Эффективность классификаторов с различными параметрами демонстрируется
ROC-кривыми и эмпирическими зависимостями доли ошибок от вычислительной слож-
ности для объединенного источника изображений подписей, жестов руки и лиц.
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1 Введение

Во многих приложениях эффективность методов распознавания образов целесообраз-
но оценивать в терминах соотношения характеристик качества и трудоемкости, которые
определяются вероятностью ошибок и вычислительной сложности алгоритмов принятия
решения. Увеличение информации о распознаваемых объектах, как правило, позволяет
уменьшить вероятность ошибки, но сопряжено с ростом вычислительной сложности ре-
шающих алгоритмов, что приводит к снижению быстродействия распознающих устройств
(классификаторов). Острота проблемы существенно возрастает с увеличением числа клас-
сов и, в частности, в случае распознавания биометрических объектов, когда число классов
определяется количеством персон, данные о которых хранятся в памяти классификатора,
и может составлять десятки и сотни тысяч. Поэтому в рамках многоклассового распозна-
вания важной задачей является уменьшение вычислительной сложности решающего алго-
ритма при сохранении малой вероятности ошибок. Для решения этой задачи естественно
использовать структурные методы представления данных с многоуровневым разрешени-
ем, которые позволяют строить решающие алгоритмы на основе иерархических процедур
направленного поиска решения.

Структурные представления изображений относятся к описаниям, которые ориенти-
рованы на ускорение процедур анализа изображений. Среди таких описаний особое место

∗Работа выполнена при частичной финансовой поддержке РФФИ, проекты №№15-01-04671, 15-07-09324
и 15-07-07516.

Машинное обучение и анализ данных, 2016. Том 2, №1.



Многоклассовое распознавание образов с многоуровневым разрешением 71

занимают древовидные и пирамидальные представления с многоуровневым разрешени-
ем [1–3], которые позволяют ускорить процедуры сегментации и выделения информатив-
ных объектов на изображениях. Древовидные и пирамидальные представления растро-
вых изображений не инвариантны к аффинным преобразованиям объектов изображения
и избыточны, поскольку содержат описания как информативных объектов (образов), так
и фона.

Отмеченные недостатки, как правило, отсутствуют у представлений образов, выделен-
ных на изображениях. Известны представления геометрических форм в форме графов [4]
и скелетов [5]. Такие представления инвариантны к преобразованиям поворота и смещения
объекта в поле изображения. Однако существует проблема построения меры на множестве
таких представлений, связанная с неопределенностью установления соответствия фраг-
ментов представлений. Развитие структурных представлений образов для эффективного
распознавания в терминах соотношения «качество–сложность» заключается в построении
инвариантных древовидно-структурированных описаний образов, допускающих быстрое
вычисление мер различия и сходства таких представлений. В работе [6] предложен метод
представления образов, заданных полутоновыми изображениями, в форме деревьев эл-
липтических примитивов и введена мера различия образов на множестве таких представ-
лений. Показано, что рассмотренные древовидные представления позволяют построить
эффективный метрический классификатор на основе голосования эталонов с использо-
ванием решающего алгоритма, вычислительная сложность которого существенно меньше
сложности переборного алгоритма. Сокращение вычислительной сложности решающего
алгоритма достигнуто за счет многоуровневого разрешения используемых представлений
и сужения зоны поиска решения (вычисления меры) на последовательных уровнях базы
эталонов. Быстрый алгоритм вычисления меры с использованием деревьев рассмотрен
также в работе [7].

В наиболее полной постановке, задача многоклассового распознавания с возможностью
отказа исследована в работе [8]. В указанной работе для серии источников образов приве-
дены сравнительные доли ошибок при различных методах распознавания в векторных
пространствах признаков. Однако в этой работе отсутствуют оценки вычислительной
сложности решающих алгоритмов, которые использованы в рассмотренных методах. Ме-
тод многоклассового распознавания образов в пространстве древовидных представлений
с метрическим решающим правилом, не предусматривающим отказа, исследован автора-
ми в работе [9] в терминах соотношения «качество–сложность». В настоящей работе дано
обобщение этого метода для решающего правила с отказом и продемонстрирована его эф-
фективность для распознавания лиц, жестов и подписей. Характеристики эффективности
приведены в терминах ROC-кривых (Receiver Operating Characteristics) [10] и зависимо-
стей доли ошибок от вычислительной сложности решающего алгоритма.

2 Источник образов и модель распознавания

Пусть источник порождает множество изображений, а выделенные на них образы обра-
зуют множество X = {x} объектов, которые могут быть представлены в форме векторов,
деревьев, графов и т. п. Множество X содержит объекты, относящиеся к множеству клас-
сов Ω = {ω0, ω1, . . . , ωc}, c > 1, в котором каждый положительный класс из подмножества
Ωc = {ωi, i = 1, . . . , c} включает объекты с одинаковой семантикой, определяемой номе-
ром i, а нулевой класс ω0 включает все прочие объекты. На множестве классов Ω задано
априорное распределение {p(ωi) > 0, i = 0, . . . , c :

∑c

i=0 p(ωi) = 1}, которое дает вероят-
ности p(Ωc) =

∑c

i=1 p(ωi) = θ > 0 и p(ω0) = 1 − θ; на множестве объектов X определена
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мера различия d(x, x̂) > 0 любой пары объектов x ∈ X, x̂ ∈ X. Предполагается, что рас-
пределение {θ, 1 − θ} неизвестно, но известно условное распределение на подмножестве
Ωc : {p(ωi|Ωc) = p(ωi)/

∑c

i=1 p(ωi), i = 1, . . . , c}.
Будем считать, что задано обучающее множество

X
train =

{

X
train
i = {xij}

mi

j=1

}c

i=0
⊂ X

мощности ‖Xtrain‖ =
∑c

i=0mi = m, в котором кластеры с положительными номерами обра-
зуют подмножество X

train
Ωc

= {Xtrain
i }ci=1, а кластер с нулевым номером дает подмножество

X
train
ω0

= X
train
0 . На подмножестве Xtrain

Ωc
отобраны наборы эталонных объектов, образующие

множество
X̂ =

{

X̂i = {x̂ij}
m̂i

j=1 ⊆ X
train
i

}c

i=1
(1)

мощности ‖X̂‖ =
∑c

i=1 m̂i = m̂i, где m̂i 6 mi и m̂ 6 m. Для пары объектов x ∈ X и x̂ ∈ X̂

вводится ядро
Kd(x, x̂) = e−d((x,x̂) (2)

по мере d(x, x̂). Ядро (2) и нормированные по классам подмножества Ωc весовые коэффи-
циенты эталонов

W = {Wi = {w(x̂ij) > 0}m̂i

j=1 :

m̂i
∑

j=1

w(x̂ij) = 1}ci=1 (3)

порождают разделяющие функции [11]

gi(x) =

m̂i
∑

j=1

w(x̂ij)Kd(x, x̂ij), i = 1, . . . , c , (4)

которые эквивалентны потенциалам в точке x, создаваемым наборами эталонов X̂i, i =
= 1, . . . , c с весами (3). Разделяющие функции (4) и набор порогов ∆ = {∆i, i = 1, . . . , c}
дают следующее решающее правило определения номера класса для объекта x ∈ X:

i∗(x) =
c

max
i=1

[gi(x) > ∆i] arg
c

max
i=1

(gi(x)[gi(x) > ∆i]) , (5)

где [f ] – индикатор, принимающий значение 1, если условие f выполняется, и значение 0
в противном случае.

В общем случае решение (5) соответствует критерию голосования разделящих функ-
ций [11], дополненному отказом от распознавания. В настоящей работе исследуются клас-
сификаторы по критерию (5), в котором используются наборы эталонов (1) и весовые
коэффициенты

w(x̂ij) = [x̂ij = arg
m̂i

min
k=1

d(x, x̂ik)], i = 1, . . . , c ,

которые приводят к модификациям критерия ближайшего соседа. В любом случае при
выбранном множестве весов эталонов W вида (3), качество решения (5) определяется

условными вероятностями ошибок ε
(

X̂,∆,W|Ωc

)

и ε
(

X̂,∆,W|ω0

)

соответственно по

«своим» (из подмножества классов Ωc) и «чужим» (из класса ω0) объектам. Полная веро-
ятность ошибки определяется математическим ожиданием

εθ

(

X̂,∆,W
)

= θε
(

X̂,∆,W|Ωc

)

+ (1− θ)ε
(

X̂,∆,W|ω0

)

. (6)
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Полагая, что θ является случайной величиной с плотностью p(θ) = 1, 0 6 θ 6 1, и инте-
грируя функцию (6) по θ с указанной плотностью, получим функционал ошибок

ε
(

X̂,∆,W
)

=

1
∫

0

εθ

(

X̂,∆,W
)

p(θ)dθ =
1

2

(

ε
(

X̂,∆,W|Ωc

)

+ ε
(

X̂,∆,W|ω0

))

. (7)

В рамках рассматриваемой модели, процедура обучения сводится к отбору множества
эталонов X̂ вида (1) с параметрами m̂i < mi, i = 1, . . . , c, и выбору пороговых значений ∆,
которые минимизируют функционал ошибок εtrain(X̂,∆,W) вида (7) на объектах обуча-
ющего множества X

train. Оптимизация классификатора сводится к нахождению пары

(X̂∗,∆∗) = arg min
X̂,∆:m̂<m

εtrain(X̂,∆,W). (8)

Множество эталонов и набор порогов, удовлетворяющие соотношению (8), определя-
ют оптимальный классификатор с решающим правилом (5), которое допускает точную
или приближенную реализацию на алгоритме aα с параметром α. Эффективность класси-
фикатора с оптимальными параметрами (8) и алгоритмом aα определяется двумя харак-

теристиками: вероятностью ошибок εtestα

(

X̂
∗,∆∗,W

)

вида (7), вычисляемой на тестовом

множестве X
test = X \Xtrain, и вычислительной сложностью Cα(X̂

∗,∆∗,W), измеряемой
количеством операций, затрачиваемых алгоритмом aα на один объект. Полагая, что с уве-

личением сложности Cα

(

X̂
∗,∆∗,W

)

(путем варьирования параметром α) вероятность

ошибок εtest
(

X̂
∗,∆∗,W

)

не возрастает и исключая α при заданной сложности C∗ > 0,

алгоритм aα порождает функцию «качество–сложность»

ε
(

C∗|X̂∗,∆∗,W
)

= εtestα

(

X̂
∗,∆∗,W

)

: α = arg
(

Cα

(

X̂
∗,∆∗,W

)

= C∗
)

(9)

для классификатора с параметрами X̂
∗,∆∗,W.

Ниже исследуется классификатор с решающим правилом (5), реализующим критерий
ближайшего соседа в пространстве древовидных представлений объектов с многоуровне-
вым разрешением. Дано описание способа построения древовидных представлений объ-
ектов, и на множестве представлений построена мера различия объектов, используемая
в ядре (2). В заданном пространстве представлений определены разделяющие функции
вида (4) и построен параметрический решающий алгоритм, который допускает существен-
ное уменьшение вычислительной сложности по сравнению с алгоритмом полного перебора
при достаточно малом увеличении доли ошибок. Для источников изображений лиц, жес-
тов руки и подписей при различных способах отбора эталонов построены оценки функции
«качество–сложность» (9) путем варьирования параметром решающего алгоритма.

3 Представление образов и решающий алгоритм

В этом разделе рассматривается способ древовидного представления образов с мно-
гоуровневым разрешением, вводится семейство мер различия образов и соответствующие
этим мерам разделяющие функции на различных уровнях разрешения. Используя разде-
ляющие функции всех уровней, строится иерархический алгоритм, реализующий реша-
ющее правило (5).
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3.1 Многоуровневое описание образов примитивами

Множество объектов источника X включает образы, выделенные на полутоновых изоб-
ражениях и удовлетворяющие некоторым ограничениям. Налагаемые ограничения фор-
мируют множество допустимых образов, удовлетворяющих следующему определению.

Определение 1. Образ, заданный на изображении односвязным или многосвязным
набором пикселей, яркости которых соответствуют их «массам», считается допустимым,
если набор пикселей объекта образует компактное или распределенное двумерное твердое
тело с однозначно идентифицируемой декартовой системой собственных координат.

Для множества образов X, удовлетворяющих определению 1, в работе [6] предложен
способ их представления бинарными деревьями эллиптических примитивов. Способ бази-
руется на дихотомическом разбиении любого образа x ∈ X на сегменты (наборы пикселей)
и аппроксимации каждого сегмента с номером n эллиптическим примитивом Qn, который
соответствует вершине бинарного дерева. Каждый делимый сегмент с номером n порожда-
ет пару новых сегментов следующего уровня с номерами 2n+1 и 2n+2 и соответствующую
пару аппроксимирующих примитивов. Нумерация сегментов и примитивов производится
с учетом ориентации оси разбиения делимого сегмента.

Корневой примитив Q0 аппроксимирует исходный образ x и имеет номер n = 0. Кон-
цевые вершины дерева примитивов соответствуют неделимым сегментам с числом пик-
селей не более заданного значения (например, сегменты, состоящие из одного пикселя).
Аппроксимирующие примитивы строятся в декартовой системе собственных координат
аппроксимируемых сегментов. В случае отсутствия у сегмента с номером n однозначно
идентифицируемой системы собственных координат примитив Qn строится в системе ко-
ординат сегмента-родителя с номером ⌊(n− 1)/2⌋. Таким образом, для построения дерева
примитивов достаточно существования идентифицируемой системы собственных коорди-
нат исходного образа, который является корневым сегментом с номером n = 0.

Введем следующие характеристики дихотомического разбиения образа x: Nl — множе-
ство номеров концевых вершин на l-м шаге; x′

l = {Pn, n ∈ Nl : ∪nPn = x} — слой сегментов;
xl = {Qn, n ∈ Nl} — слой аппроксимирующих примитивов на l-м шаге. Базовыми опера-
циями над сегментом Pn ∈ x′

l являются: операция формирования сегментов следующего
уровня (segmentation)

Fseg(Pn) =

{

(P2n+1, P2n+2), если Pn — делимый;

Pn, если Pn — неделимый,

и операция аппроксимации
Fapp(Pn) = Qn,

которая сохраняет примитив, если он выбран для сегмента на предыдущем шаге, либо
строит примитив на текущем шаге, если сегмент не имел аппроксимации на предыдущем
шаге. Введенные понятия позволяют сформулировать следующий рекурсивный алгоритм
представления (representation) объекта x ∈ X.

Алгоритм arep. Начальные условия при l = 0:

P0 = x, x′
0 = P0; Q0 = Fapp(P0), x0 = Q0; L > 1.

Вычисление слоев сегментов и примитивов на шагах l = 1, . . . , L− 1:

x′
l = {Fseg(Pn), ∀Pn ∈ x′

l−1}; xl = {Fapp(Pn), ∀Pn ∈ x′
l}.

Машинное обучение и анализ данных, 2016. Том 2, №1.



Многоклассовое распознавание образов с многоуровневым разрешением 75

                       

 

0 00 :  l x Q= =

1 1 21:  ( , )l x Q Q= =

2 1 5 62:  ( , , )l x Q Q Q= =

  

 

Q0  
0

0x=x

Q1 Q2 

Q6  Q5 

1
0 1( , )x x=x

2
0 1 2( , , )x x x=x

Рис. 1 Пример полного бинарного дерева глубины L = 2

Алгоритм arep строит для объекта x ∈ X, удовлетворяющего определению 1, много-
уровневое представление

arep(x) = x
L = (x0, . . . , xl, . . . , xL) (10)

в форме полного бинарного дерева глубины L (бинарное дерево называвется полным, если
любая его промежуточная вершина имеет две исходящие ветви). В (10) любое поддерево
x
l = (x0, . . . , xl) глубины l = 0, . . . , L задано последоватеьльностью слоев примитивов,

в которой слой xl образован концевыми вершинами этого поддерева. Такое представление
обеспечивает растущее с увеличением l разрешение, определяемое числом примитивов
в слое xl. Пример структуры вида (10) дан на рис. 1 для случая L = 2.

Каждый эллиптический примитив определяется набором параметров

Qn = (rn,un,vn, zn), (11)

где n — номер вершины дерева, соответствующий сегменту образа; rn — вектор центра
эллипса; un и vn — векторы большой и малой полуосей; zn — средний уровень яркости
пикселей в аппроксимируемом сегменте. Координаты центра, определяющие вектор rn,
и радиусы, определяющие векторы un и vn, вычисляются как параметры эллипса рас-
сеяния соответствующего сегмента. Векторы rn, un и vn задаются в собственной систе-
ме координат объекта x. Разбиение делимого сегмента с номером n > 0 производится
осью, проходящей через центр этого сегмента и параллельной одной из собственных осей
сегмента с номером n = 0. Ось разбиения на каждом шаге l фиксирована и меняется
с увеличением номера шага. При указанной нумерации примитив Qn находится в полном
дереве на уровне l = ⌊log2(n + 1)⌋. Параметры каждого примитива (11) с номером n > 0
нормируются относительно корневого примитива с номером n = 0.

Примеры представлений подписи, жеста руки и лица слоями эллиптических прими-
тивов, которые соответствуют уровням завершенного бинарного дерева глубины L = 8
(с числом вершин 2l, l = 0, . . . , L) даны на рис. 2.

Построение дерева примитивов в собственных координатах объекта и нормировка их
параметров позволяют сформулировать следующее свойство представления (10).

Утверждение 1. При достаточно малом размере пикселей и большом числе уровней
квантования яркостей бинарное дерево эллиптических примитивов с точностью до разме-
ра пикселя и уровня квантования инвариантно к преобразованиям поворота, смещения,
изменения масштаба и уровня яркости представляемого объекта.

3.2 Мера различия объектов

В этом подразделе вводится семейство мер различия объектов на множестве представ-
лений вида (10). Для определения меры различия объектов x ∈ X, x̂ ∈ X̂, представленных
поддеревьями x

l ∈ x
L, x̂l ∈ x̂

L глубины l, потребуются следующие определения.
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Рис. 2 Примеры представлений подписи, жеста руки и лица слоями эллиптических примитивов,
образующими завершенные бинарные деревья глубины L = 8

Определение 2. Примитивы Qn ∈ x
l и Q̂n ∈ x̂

l в n-х вершинах поддеревьев x
l и x̂

l

называются соответственными. Множество пар соответственных примитивов в поддеревь-
ях x

l и x̂
l образует пересечение x

l ∩ x̂
l.

С учетом определения 2 введем для любой пары поддеревьев x
l, x̂l, l = 1, . . . , L следу-

ющие функции различия порядка l по параметрам соответственных примитивов:
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ρr(x, x̂) =
∑

n:(Qn,Q̂n)∈xl∩x̂l

wn‖rn − r̂n‖;

ρuv(x, x̂) =
∑

n:(Qn,Q̂n)∈xl∩x̂l

wn(‖un − ûn‖+ ‖vn − v̂n‖) ;

ρz(x, x̂) =
∑

n:(Qn,Q̂n)∈xl∩x̂l

wn‖zn − r̂n‖,



































(12)

где wn — весовой коэффициент соответственных примитивов с номером n:

wn =
⌊log2(n+ 1)⌋2−⌊log2(n+1)⌋

∑

n:(Qn,Q̂n)∈xl∩x̂l⌊log2(n + 1)⌋2−⌊log2(n+1)⌋
.

Нормы в (12) вычисляются в метрике L1. Функции (12) дают средние отклонения объектов
обучающего множества X

train относительно объекта x̂:

σr(x̂
l) =

1

m− 1

∑

xl:x∈Xtrain

ρr(x
l, x̂l) ;

σuv(x̂
l) =

1

m− 1

∑

xl:x∈Xtrain

ρuv(x
l, x̂l) ;

σz(x̂
l) =

1

m− 1

∑

xl:x∈Xtrain

ρz(x
l, x̂l),



































(13)

где m — число объектов в множестве X
train. С учетом соотношений (12) и (13) мера раз-

личия порядка l = 1, . . . , L для пары объектов x, x̂ определяется функцией:

dl(x, x̂) =
ρr(x

l, x̂l)

σr(x̂l)
+

ρuv(x
l, x̂l)

σuv(x̂l)
+

ρz(x
l, x̂l)

σz(x̂l)
, (14)

которая является аналогом махаланобисовой меры [11] для трехмерного пространства при-
знаков с метрикой L1.

3.3 Разделяющие функции и решающий алгоритм

Набор мер {dl(x, x̂), l = 1, . . . , L} вида (14) порождает набор разделяющих функций

{

gli(x), l = 1, . . . , L
}c

i=1
(15)

вида (4), где l — порядок функции gli(x). Функции (15) используются для построения
алгоритма поиска решения вида (5) с использованием параметрической стратегии суже-
ния зоны поиска на последовательных уровнях l = 1, . . . , L. Предполагается, что наборы
эталонов по классам в множестве (1) заданы сетью представлений

{

X̂
l
i, l = 1, . . . , L

}c

i=1
, (16)

в которой X̂
l
i — набор представлений поддеревьями глубины l для набора эталонов X̂i.

Стратегия сужения зоны поиска решения в сети (16) задается экспоненциальной функцией

cl = ⌊c2−α(l−1)⌋, l = 1, . . . , L , (17)

Машинное обучение и анализ данных, 2016. Том 2, №1.



М. М. Ланге, С. Н. Ганебных, А. М. Ланге 78

где α > 0 — свободный параметр, а cl — число классов, для которых вычисляются раз-
деляющие функции порядка l на соответствующем уровне сети (16). Стратегия (17) дает
следующий алгоритм, реализующий решение (5).

Алгоритм aα. На последовательных уровнях l = 1, . . . , L − 1 сети (16) вычисляются
разделяющие функции (15) для cl классов и среди них отбираются cl+1 классов с наи-
большими значениями разделяющих функций; решение (5) принимается на уровне l∗ =
= (l < L)[cl+1 < 2] + (l = L)[cL > 2], где [f ] — индикатор f .

В алгоритме aα параметр α > 0 соответствует стратегии направленного поиска ре-
шения (guided search algorithm agsα>0), а параметр α = 0 — стратегии поиска решения на
основе полного перебора (exhaustive search algorithm aesα=0).

Вычислительная сложность Cα алгоритма aα определяется количеством элементарных
операций, затрачиваемых на вычисление меры различия dl(x, x̂) вида (14) между предъ-
являемым объектом x и всеми эталонными объектами x̂ ∈ X̂

∗, на уровнях l = 1, . . . , L
сети (16). Множество эталонов X̂

∗ отбирается согласно (8) на этапе обучения. Вычисли-
тельные затраты на вычисление разделяющих функций, их сортировку и отбор наиболь-
ших значений, а также затраты на сравнение с порогами малы по сравнению с затрата-
ми на вычисление меры и поэтому не учитываются. Элементарной операцией считается
сравнение пары соответственных примитивов предъявляемого и эталонного объекта. По-
скольку число примитивов в l-м слое xl представления (10) не превосходит 2l, сложность
алгоритма aα, реализующего стратегии (17), удовлетворяет оценке

Cα 6

L
∑

l=1

2l
c

∑

i=1

m̂i[i ∈ Ncl] 6 2c
c

max
i=1

m̂i

L
∑

l=1

2(1−α)(l−1), (18)

где m̂i — число эталонов i-го класса; Ncl — множество номеров классов, отобранных в се-
ти (16) на l-м уровне (‖Ncl‖ = cl); [f ] — индикатор f . Модификация оценки (18) получена
в работе [9].

При использовании совершенных представляющих деревьев вида (10), в которых уро-
вень с номером l = 1, . . . , L содержит 2l вершин-примитивов, оценка (18) позволяет оце-
нить сверху отношение сложностей алгоритмов agsα>0 и aesα=0. В случае применения деревьев
указанного типа двойная сумма в (18) при α = 0 дает точное значение сложности пере-
борного решающего алгоритма aesα=0:

Cα=0 =
L
∑

l=1

2l
c

∑

i=1

m̂i = 2(2L − 1)cm̂mean , (19)

где m̂mean = c−1
∑c

i=1 m̂i. При α > 0 неравенство (18) дает оценку сверху для сложности
иерархического решающего алгоритма agsα>0:

Cα>0 6 2
2(1−α)L − 1

21−α − 1
cm̂max , (20)

где m̂max =
c

max
i=1

m̂i. Доля сложности алгоритма agsα>0 относительно сложности алгоритма

aesα=0 определяется отношением γ = Cα>0/Cα=0, которое с учетом (19) и (20) удовлетворяет
оценке

γ 6
2(1−α)L − 1

2(1−α) − 1

1

2L − 1

m̂max

m̂mean
. (21)
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Утверждение 2. Доля вычислительной сложности решающего алгоритма с парамет-
ром α > 1 относительно сложности переборного алгоритма с параметром α = 0 удовле-
творяет оценке

Cα>1

Cα=0
6

L

2L − 1

m̂max

m̂mean
.

Сформулированное утверждение следует из неравенства (21), в котором при α > 1
точное значение суммы L членов убывающей геометрической прогрессии заменено оцен-
кой сверху (2(1−α)L − 1)/(2(1−α) − 1) 6 L . Утверждение 2 демонстрирует экспоненциально
растущий вычислительный выигрыш алгоритма agsα>1 относительно алгоритма aesα=0 с уве-
личением глубины представляющих деревьев.

4 Обучение классификатора

Процедура обучения предполагает отбор наборов эталонов по классам X̂
∗
i , i = 1, . . . , c,

и получение оценок порогов ∆∗
i , i = 1, . . . , c, которые образуют множества X̂

∗ =
{

X̂
∗
i

}c

i=1

и ∆∗ = {∆∗
i }

c

i=1, удовлетворяющие условию (8). Строится оценка функционала ошибок (7)

в форме зависимости от наборов эталонов X̂i и порогов ∆i по классам с номерами i =
= 1, . . . , c. Предлагается рекурсивная процедура построения наборов эталонов X̂i и пара-
метрическая стратегия выбора порогов ∆i по классам подмножества Ωc для нахождения

оптимальных параметров
{

X̂
∗
i ,∆

∗
i

}c

i=1
путем минимизации оценки скользящего контроля

функционала ошибок.

4.1 Оценка функционала ошибок

Разделяющие функции (15), вычисляемые согласно (4) по мерам порядка l = 1, . . . , L,
принимают значения на отрезке [0,1]. Пусть gLi — средние значения разделяющих функций
по S порядковым статистикам:

gLi =
1

S

S
∑

s=1

gLis, i = 1, . . . , c , (22)

где gLis — s-е наибольшее значение (порядковая статистика) для функции gLi (x) на обуча-
ющем множестве X

train. Средние значения (22) используются в стратегии выбора порогов
∆i = δgLi , i = 1, . . . , c, с параметром δ ∈ [0, 1]. Ниже предлагается оценка функционала

ошибок (7) в виде зависимости от наборов эталонов
{

X̂i

}c

i=1
и порогового параметра δ.

Процедура построения оценок вероятностей ошибок классификации по своим и чу-
жим объектам базируется на схеме принятия решений, заданной графом на рис. 3. Со-
стояния графа соответствуют классам ω0, ω1, . . . , ωc, а дуги — решениям, принимаемым

( )iP ω ( )jP ω
iiq j jq

jiq

ijq

Рис. 3 Схема принятия решений
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на классе ωj по объектам класса ωi. Состояния графа помечены безусловными априорны-
ми вероятностями p(ωi), i = 0, . . . , c, а дуги — условными вероятностями ошибочных qji,
j = 0, . . . , c, j 6= i, или верных qii решений по объектам из класса ωi ∈ Ω.

С учетом схемы на рис. 3 условные вероятности ошибок в функционале (7) по своим
и чужим объектам равны

ε
(

X̂,∆,W|Ωc

)

=
c

∑

i=1

(1− qii)p(ωi|Ωc) ; (23)

ε
(

X̂,∆,W|ω0

)

=

c
∑

i=1

qi0 . (23’)

Полагая, что вероятности qii и qi0 являются функциями переменных X̂i и δ, зависящими
от весов эталонов Wi, i = 1, . . . , c, в (3) и значений gLi вида (22), получаем следующие
оценки вероятностей верных и ложных решений на классе ωi, i = 1, . . . , c, в терминах true
positive rate (TPR) и false positive rate (FPR) [10]:

q̂ii = εtpr

(

X̂i, δ,Wi

)

; q̂i0 = εfpr

(

X̂i, δ,Wi

)

.

Применение этих оценок в формулах (23) дает при равномерном распределении p(ωi|Ωc) =
= 1/c, i = 1, . . . , c, следующие оценки условных вероятностей ошибок:

ε̂
(

X̂,∆,W|Ωc

)

=
1

c

c
∑

i=1

(

1− εtpr

(

X̂, δ,Wi

))

= 1− TPR ; (24)

ε̂
(

X̂,∆,W|ω0

)

=
c

∑

i=1

εfpr

(

X̂, δ,Wi

)

= FPR . (24’)

Утверждение 3. В рамках принятых допущений оценка функционала ошибок (7)
с учетом соотношений (24) имеет вид:

ε̂
(

X̂,∆,W
)

=

c
∑

i=1

ε
(

X̂i, δ,Wi

)

, (25)

где ε
(

X̂i, δ,Wi

)

— оценка доли ошибок элементарного классификатора, образованного

парой классов {ω0, ωi}:

ε
(

X̂i, δ,Wi

)

=
1

2

(

1

c

(

1− εtpr

(

X̂i, δ,Wi

))

+ εfpr

(

X̂i, δ,Wi

)

)

. (26)

4.2 Отбор эталонов

Отбор эталонов в каждом кластере X
train
i ⊂ X

train, i = 1, . . . , c, обучающего множества
выполняется независимо с использованием жадного алгоритма, предложенного в рабо-
те [9]. Алгоритм отбора эталонов базируется на процедуре дихотомического разбиения
кластера X

train
i мощности mi на фрагменты и выборе в каждом фрагменте эталонного

объекта x̂, относительно которого объекты этого фрагмента имеют наименьшее рассея-
ние. Рассеяние вычисляется по мере вида (14) наибольшего порядка L.
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Рис. 4 Пример наборов эталонов в четырехслойном бинарном дереве

На шаге с номером k = 0 в кластере X
train
i выбирается единственный эталон. На каж-

дом последующем шаге дихотомии с номером k = 1, . . . , mi − 1 делимым фрагментом
является фрагмент, объекты которого имеют наибольшее рассеяние относительно свое-
го эталона (на первом шаге делимым сегментом является весь кластер). В результате,
на последовательных шагах рекурсивной процедуры формируются наборы эталонов X̂ik

мощности ‖X̂ik‖ = m̂ik = k + 1, k = 0, . . . , mi − 1. Набор эталонов X̂ik, формируемый на
k-м шаге, соответствует слою концевых вершин в бинарном дереве глубины k. Пример
бинарного дерева, содержащего четыре слоя наборов эталонов, дан на рис. 4.

Формализация построения дерева наборов эталонов состоит в следующем. Пусть Nik —
множество номеров концевых вершин на k-м шаге дихотомического разбиения класте-
ра X

train
i , Xik = {Xin, n ∈ Nik :

⋃

n

Xin = X
train
i } — набор фрагментов; X̂ik = {x̂in ∈ Xin, n ∈

∈ Nik} — набор эталонов k-го шага. Эталон x̂in ∈ Xin выбирается из условия:

x̂in = arg min
x̂∈Xin

max
x∈Xin

dL(x, x̂) , (27)

которое обеспечивает минимальное рассеяние D(Xin) = max
x∈Xin

dL(x, x̂in) объектов фрагмен-

та Xin относительно выбранного эталона x̂in. В наборе Xik фрагментов k-го шага дихото-
мии делимым является фрагмент Xin ⊂ Xik с наибольшим рассеянием:

D(Xin) = max
X̃in⊂Xik

D(X̃in).

Для разбиения делимого фрагмента Xin → (Xi2n+1,Xi2n+2) в нем выбираются опорные
объекты (x′,x′′) ∈ Xin, которые образуют пару наиболее удаленных друг от друга объектов
по мере dL(x′,x′′). Фрагменты (Xi2n+1,Xi2n+2) формируются на наборах, образованных
наиболее близкими объектами к соответствующим опорным объектам (x′,x′′) по указанной
мере.

Базовыми операциями над фрагментом Xin ⊂ Xik являются: операция формирования
фрагментов следующего уровня (fragmentation)

ffrag(Xin) =

{

(Xi2n+1,Xi2n+2), Xin — делимый;

Xin, Xin — неделимый

и операция отбора (selection) эталона

fsel(Xin) = x̂in

Машинное обучение и анализ данных, 2016. Том 2, №1.



М. М. Ланге, С. Н. Ганебных, А. М. Ланге 82

в соответствии с условием (27). Указанные операции позволяют сформулировать рекур-
сивный алгоритм построения наборов эталонов в заданном классе.

Алгоритм asel. Начальные условия при k = 0:

Xi0 = X
train
i ; Xi0 = Xi0; x̂i0 = fsel(Xi0); X̂i0 = x̂i0; mi > 1.

Построение наборов фрагментов и наборов эталонов на шагах k = 1, . . . , mi − 1:

Xik = {ffrag(Xin), ∀Xin ⊂ Xi(k−1)} ;

X̂ik = {fsel(Xin), ∀Xin ⊂ Xik}.

Алгоритм asel строит на кластере X
train
i последовательность наборов эталонов

asel(X
train
i ) = (X̂i0, . . . , X̂ik, . . . , X̂i(mi−1)), (28)

в которой набор X̂ik = {x̂in, ∀n ∈ Nik} мощности m̂ik = k + 1 образует k-й слой в бинар-
ном дереве. Выбор из последовательности (28) оптимального набора X̂lk∗ = X̂

∗
i мощности

m̂ik∗ = m̂∗
i осуществляется путем минимизации оценки скользящего контроля для доли

ошибок вида (26).

4.3 Оптимизация параметров

Аддитивная форма оценки функционала ошибок, полученная в утверждении 3, сво-
дит минимизацию доли ошибок ε̂train(X̂,∆,W) вида (25) на заданном обучающем множе-
стве X

train к независимой минимизации долей ошибок εtrain(X̂i, δ,Wi) вида (26) по набо-
рам эталонов X̂i, i = 1, . . . , c, при фиксированных значениях δ ∈ [0, 1], взятых с шагом
∆δ > 0. Для элементарного классификатора на паре классов {ω0, ωi} выбор оптималь-
ного набора X

δ
i при фиксированном δ выполняется на кластере X

train
i своих объектов из

класса ωi. Оптимизация набора эталонов в классе ωi сводится к нахождению в последова-
тельности (28) набора

X̂
δ
i = arg

mi−1

min
k=0

εtrain(X̂ik, δ,Wik), (29)

где εtrain(X̂ik, δ,Wik) — доля ошибок вида (26) по всем объектам из кластеров X
train
0 ⊂

⊂ X
train и X

train
i ⊂ X

train, реализуемая на наборе эталонов X̂ik с весами Wik и пороговым
параметром δ.

Оптимальный параметр δ∗, одинаковый для всех классов долей ошибок, реализуемых
на наборах эталонов X̂

δ
i , i = 1, . . . , c, вида (29) и равен

δ∗ = argmin
δ

c
∑

i=1

εtrain(X̂δ
i , δ,Wi). (30)

Построение древовидно-структурированных наборов эталонов выполняется с помощью
алгоритма asel на кластерах X

train
i ⊂ X

train, i = 1, . . . , c. Вычисление используемых в (29)
и (30) долей ошибок εtrain(X̂ik, δ,Wik) и εtrain(X̂δ

i , δ,Wi) элементарных классификаторов
{ω0, ωi}, i = 1, . . . , c, выполняется по схеме «класс против всех»: кластер X

train
i представ-

ляет объекты класса ωi, а множество X
train \ X

train
i — объекты класса ω0. При любом

фиксированном δ ∈ [0, 1] и значениях i = 1, . . . , c решение элементарного классификато-
ра {ω0, ωi} по объектам кластера X

train
i принимается согласно правилу

i∗(x) = [gLi (x) > δgLi ]i .
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Здесь разделяющая функция gLi (x) вычисляется по модифицированной мере

d̃L(x, x̂) = [x = x̂] mean
(x′,x′′)∈Xtrain

i

dL(x′,x′′) + [x 6= x̂]dL(x, x̂),

где mean
(x′,x′′)∈Xtrain

i

dL(x′,x′′) — среднее значение меры различия dL(x′,x′′) объектов класте-

ра X
train
i , а [f ] — индикатор f .

Результатом операций (29) и (30) являются оптимальные наборы эталонов {X̂∗
i}

c
i=1

с мощностями {m̂∗
i = ‖X̂∗

i ‖}
c
i=1 и оптимальные пороги {∆∗

i = δ∗gLi }
c
i=1.

5 Тестирование классификатора

5.1 Состав и схема эксперимента

Разработанный классификатор протестирован на составном источнике полутоновых
изображений (8 бит/пиксель) подписей (40 классов по 20 изображений) [12], жестов руки
(25 классов по 40 изображений) [13] и лиц (25 классов по 40 изображений) [14]. Множество
изображений X содержало 2800 объектов; подмножество Ωc включало c = 90 семантически
однородных классов; класс ω0 эмулирован на объектах подмножества Ωc; для представле-
ния объектов использованы деревья примитивов глубины L = 10. Результаты тестирова-
ния представлены ROC-кривыми в терминах зависимостей TPR от FPR, полученных при
различных наборах эталонов по классам, и кривыми зависимости средней доли ошибок
((1−TPR)+FPR)/2 от вычислительной сложности Cα решающего алгоритма aα, постро-
енными для классификаторов с различными наборами эталонов и оптимизированными
порогами.

Реализованы две схемы скользящего контроля, каждая из которых базируется на мно-
гократном разбиении множества объектов источника X на обучающую X

train и тесто-
вую X

test выборки. На каждой выборке X
train строится классификатор: согласно (29) от-

бираются наборы эталонов по классам X̂
δ
i , i = 1, . . . , c, при различных δ и согласно (30)

выбирается оптимальный параметр δ∗. Построенному классификатору предъявляется вы-
борка X

test, на которой регистрируются ошибочные решения по своим или чужим объек-
там.

Первая схема скользящего контроля использует процедуру leave-one-out для регистра-
ции ошибочных решений по своим объектам. В этой схеме выборки X

test образованы
всевозможными одиночными объектами из подмножества классов Ωc; классификаторы
строятся на выборках X

train = X\Xtest и содержат наборы эталонов для c классов; предъ-
явление этим классификаторам выборок X

test дает долю ошибок скользящего контро-
ля εtestloo (X̂,∆,W|Ωc), которая является оценкой величины ε̂(X̂,∆,W|Ωc), определенной
в (24).

Вторая схема скользящего контроля использует процедуру leave-class-out для реги-
страции ошибочных решений по чужим объектам. В этой схеме выборки X

test образованы
одиночными кластерами Xi, i = 1, . . . , c, эмулирующими объекты из класса ω0; класси-
фикаторы строятся на выборках X

train = X \Xtest и содержат наборы эталонов для c− 1
классов; предъявление классификаторам выборок X

test дает долю ошибок скользящего
контроля εtestlco (X̂,∆,W|ω0), которая является оценкой величины ε̂(X̂,∆,W|ω0), опреде-
ленной в (24’).

В рассмотренных схемах скользящего контроля построение классификатора на любой
выборке X

train выполняется с применением алгоритма отбора наборов эталонов по клас-
сам asel и операций оптимизации параметров, заданных соотношениями (29) и (30).
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5.2 Результаты эксперимента

В ходе эксперимента получено параметрическое множество оценок скользящего кон-
троля

TPRα=0(δ) = 1− εtestloo,α=0

(

X̂
δ,∆δ,W|Ωc

)

; FPRα=0(δ) = εtestlco,α=0

(

X̂
δ,∆δ,W|ω0

)

(31)

с параметром δ ∈ [0, 1], где X̂
δ, ∆δ — множества эталонов и порогов при фиксированном

значении δ. Множество оценок (31) дает ROC-кривую в терминах зависимости TPR от
FPR. Весовые коэффициенты эталонов по классам, образующие множество W, принима-
ли значения {0, 1}: значение 1 для ближайшего эталона в каждом классе и значение 0 для
всех других эталонов. Оценки (31) вычислены на основе решающего правила (5) с примене-
нием переборного алгоритма aesα=0 по всем разделяющим функциям наибольшего порядка
L = 10. Множество порогов ∆

δ = {∆i = δgLi }
c
i=1 строилось для двух случаев: с использо-

ванием значений {gLi = 1}ci=1, которые порождают одинаковые пороги для всех классов,
и для значений {gLi = gLi1}

c
i=1, которые определяются первыми порядковыми статистиками

в формуле (22) и приводят к адаптивным по классам порогам. Семейство ROC-кривых,
полученных при различных схемах выбора эталонов по классам, дано на рис. 5, а. На
графиках указаны площади AUC (Area Under Curve) под соответствующими кривыми.

«Наихудшую» ROC-кривую (красная кривая, AUC=0,8135) демонстрирует классифи-
катор с наборами эталонов по классам, заданными всеми объектами обучающей выбор-
ки (наборами наибольшей мощности), и одинаковыми порогами по классам; «наилуч-
шую» (синяя кривая, AUC=0,9968) — классификатор с наборами эталонов, отобранными
с применением алгоритма asel, и адаптивными порогами. Для сравнения приведены две
ROC-кривые для классификаторов с адаптивными порогами: с одним эталоном в каждом
классе, отобранным алгоритмом asel (черная кривая, AUC=0,8454) и с наборами эталонов
наибольшей мощности (зеленая кривая, AUC = 0,9959).

      
(а) α = 0, 0 6 δ 6 1

   
(б ) α > 0, δ = δ∗

Рис. 5 ROC-кривые (а) и функции «качество–сложность» (б )

Машинное обучение и анализ данных, 2016. Том 2, №1.



Многоклассовое распознавание образов с многоуровневым разрешением 85

Для рассмотренных классификаторов с адаптивными порогами ∆
∗ = {∆i = δ∗gLi }

c
i=1

(при оптимальных значениях δ∗ вида (30)) вычислены оценки долей ошибок скользящего
контроля

εtestα (X̂∗,∆∗,W) =
1

2

(

εtestloo,α(X̂
∗,∆∗,W|Ωc) + εtestlco,α(X̂

∗,∆∗,W|ω0)
)

с применением решающего алгоритма aα с параметром 0 6 α 6 5,5. Здесь X̂
∗ — множе-

ство эталонов, полученное либо на наборах (29) с оптимальным параметром (30), либо на
одиночных эталонах по классам, отобранных алгоритмом asel, либо на наборах наиболь-
шей мощности, заданных соответствующими кластерами обучающей выборки. Используя
оценку (18), для классификаторов с указанными параметрами вычислены оценки вычис-
лительной сложности Cα(X̂

∗,∆∗,W) и доли сложности

γα(X̂
∗,∆∗,W) =

Cα(X̂
∗,∆∗,W)

max
X̂∗

Cα=0(X̂∗,∆∗,W)
.

Для трех классификаторов с «наилучшими» ROC-кривыми зависимости εtestα от γα да-
ны на рис. 5, б. Полученные зависимости демонстрируют наименьшие доли ошибок εtestα,min,
достигаемые на решающих алгоритмах agsα>0 и aesα=0, и соответствующие этим ошибкам
значения вычислительного выигрыша 1/γα алгоритма agsα>0 относительно алгоритма aesα=0.
Для указанных классификаторов получены следующие характеристики: при наборах эта-
лонов наибольшей мощности (зеленая кривая) наименьшая доля ошибок εtestα,min = 0,022,
вычислительный выигрыш 1/γα = 13,7; при оптимальных наборах эталонов (синяя кри-
вая) εtestα,min = 0,010, 1/γα = 20,9; при одном эталоне в каждом классе (черная кривая)
εtestα,min = 0,0132, 1/γα = 416,7. Заметное увеличение достоверности распознавания и вычис-
лительного выигрыша достигнуто на оптимальных наборах эталонов по сравнению с на-
борами эталонов наибольшей мощности. Использование одиночных эталонов по классам
обеспечивает существенное увеличение вычислительного выигрыша по сравнению с опти-
мальными наборами, но приводит к снижению качества распознавания.

6 Заключение

В пространстве древовидных представлений образов с многоуровневым разрешением
разработан многоклассовый метрический классификатор с решающим правилом голосо-
вания наборов эталонов по классам, которое допускает отказ от классификации. Введена
однопараметрическая ROC-функция в терминах зависимости доли верных решений TPR
по «своим» объектам, относящимся к положительным классам, от доли ложных решений
FPR по «чужим» объектам, которые не относятся к положительным классам и допуска-
ют верное решение в виде отказа от классификации. Параметром ROC-функции является
параметр пороговых значений, используемых в решающем правиле. Процедура обучения
базируется на построении древовидно-структурированных наборов эталонов по классам
и оптимизации таких наборов на основе минимизации долей ошибок соответствующих
элементарных классификаторов типа «класс против всех». Обучение включает также оце-
нивание порогового параметра на основе минимизации средней доли ошибок ((1−TPR)+
+FPR)/2 в многоклассовой схеме. Используя сеть эталонов с многоуровневым разрешени-
ем, предложен иерархический решающий алгоритм на основе параметрической стратегии
сужения зоны поиска решения на последовательных уровнях разрешения. Выявлена об-
ласть значений параметра решающего алгоритма, которая обеспечивает экспоненциально
растущий вычислительный выигрыш по сравнению с алгоритмом полного перебора.
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Эффективность предложенного метода распознавания образов продемонстрирована на
множестве изображений лиц, жестов и подписей, содержащих объекты из 90 классов.
В режиме скользящего контроля эмулированы классы «своих» и «чужих» объектов. Для
классификаторов с различными наборами эталонов и различными стратегиями выбора
порогов построены ROC-функции и вычислены характеристики AUC. Для наборов эта-
лонов по классам, заданных одиночными объектами, всеми объектами обучающей выбор-
ки и оптимальными наборами, отобранными путем минимизации функционала ошибок,
построены соотношения «качество–сложность» в терминах зависимости доли ошибок от
вычислительной сложности решающего алгоритма. Наилучшее соотношение «качество–
сложность» получено для классификатора с оптимальными наборами эталонов по клас-
сам: при наименьшей доле ошибок порядка 1% иерархический решающий алгоритм демон-
стрирует 20-кратное увеличение быстродействия по сравнению с переборным алгоритмом.

Дальнейшее развитие предложенной модели классификации предполагает разработку
и исследование многоклассовых схем с использованием наборов элементарных классифи-
каторов и, в частности, элементарных SVM-классификаторов (Support Vector Machine),
обучаемых по схеме «класс против всех». Предполагается также исследовать схемы ком-
плексирования на основе голосования решений классификаторов по отдельным источни-
кам (Majority Voting) и на основе обобщенной меры на ансамбле источников (General
Measure).
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