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На основе данных российского интернет-провайдера прогнозируется отток клиентов.
Определены основные подходы к предварительной обработке архивных данных. Для срав-
нения использованы алгоритмы классификации: деревья решений, случайный лес, наив-
ный байесовский алгоритм, градиентный бустинг, метод k-ближайших соседей. В качестве
первой выборки сформирован экспериментальный массив входных данных размера 6 ×
× 400 000, в который специально подобраны признаки из обращений (id, сервис, признак,
причина, результат, уход). В качестве второй выборки сформирован массив входных дан-
ных размера 13× 400 000. Признаками для него были выбраны: id, количество обращений
по каждому типу сервиса, по каждому типу результата, общее количество обращений
у клиента, уход. Построены модели для прогнозирования с наилучшими параметрами.
В таблицах показаны результаты проведенного исследования с разными наборами дан-
ных на разных классификаторах.
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1 Введение

Решается задача прогнозирования оттока клиентов. Для сокращения оттока операторы
компании организуют обзвон абонентов, находящихся в «группе риска», и мотивируют их
не прекращать сотрудничество, что требует больших ресурсов [1].

Анализ признаков поведения клиентов можно совершать на основе сочетаний следу-
ющих факторов [2]: социально-демографические (пол, возраст), договорные отношения
(дата подключения, тарифный план), типы потребляемых услуг (Интернет, телевидение),
тип взаимосвязи (личные обращения, звонки).

В данном исследовании проанализирована взаимосвязь обращений в колл-центр с ухо-
дом клиентов.

2 Формулировка задачи

Решается задача прогнозирования вероятности прекращения использования услуг ком-
пании клиентом после обращения. Для этого собираются и агрегируются данные по об-
ращениям, выбираются алгоритмы для построения моделей, сравниваются между собой,
после чего определяется лучший из алгоритмов.

Планируемые результаты проекта со стороны интернет-провайдера, предоставляющего
данные, — модель, определяющая с вероятностью более 50% абонента компании, который
закроет договор или прекратит пользоваться услугами после обращений.

3 Анализ существующих систем

В настоящее время многие компании активно заказывают решения по прогнозирова-
нию оттока клиентов. Например, Yandex Data Factory решил прооблему ухода клиентов
для «Росавтодор», Wargaming и «ВымпелКом» [3], а Айкумен ИБС — «Сбербанку» [4].
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Для сегментации и управления оттоком клиентов, формирования финансовой отчет-
ности, анализа отзывов в соцсетях и на форумах «ВТБ24» использует Teradata, SAS Visual
Analytics и SAS Marketing Optimizer [5].

Для анализа социальных сетей и поведения пользователей сайта, оценки кредитоспо-
собности, прогнозирования оттока клиентов, персонализации контента и вторичных про-
даж «Альфа-Банк» использует платформы хранения и обработки Oracle Exadata, Oracle
Big data Appliance и фреймворк Hadoop [5].

Компания «Parcus Group» предлагает свои услуги по анализу оттока клиентов теле-
кома. Для предсказания они берут некоторые или все следующие информационные пере-
менные [6]: демографические данные клиентов (почтовый индекс, доход, профессия, адрес,
семейное положение), история покупок (покупка места или канала, расходы, количество
услуг, дата покупки, дата отмены), данные об использовании сервиса (количество вызо-
вов, вход или выход, SMS-сообщения, минуты, использование данных), платежные данные
(общая сумма расходов, SMS, история платежей, задержки платежей, пропущенные пла-
тежи), информация о продукте (ассортимент товаров, предоплата или постоплата), марке-
тинговые данные (существующие виды сегментации, конкуренты, кампании конкурентов
и влияние на отторжение, ценообразование конкурентов).

Опыт применения анализа данных в телекоммуникационных компаниях описан в раз-
личных исследованиях [6–9] по оттоку клиентов. Ниже рассматриваются те из них, на
основе которых выбраны данные и алгоритмы для прогноза.

В [7] выбраны для анализа следующие показатели за 6 мес.: социально-демографиче-
ские, статистика вызовов (продолжительность звонков), информация о платежах (за что
заплатил клиент), жалобы и споры (проблемы удовлетворенности клиентов и предприня-
тые меры по исправлению положения), кредитная история. Сравнивались два алгоритма:
нейронные сети и дерево решений. Точность каждого составила более 90%. Однако в ка-
честве итогового алгоритма было выбрано дерево решений.

В [8] использован набор данных европейской телекоммуникационной компании. Выбор-
ка состоит из 30 619 клиентов, для которых собрано 99 переменных из данных за 10 мес.
до целевого события (оттока). Список переменных, описанных в данной статье, приведен
в табл. 1. Авторы описали не все переменные, также нет объяснения, что имеется в виду
под сервисами и каналами продаж. В качестве базовых алгоритмов выбраны логисти-

Таблица 1 Список переменных

Статические переменные Ежемесячные переменные

Идентификационный номер клиентаКоличество исходящих звонков в пиковое время
Стоимость контракта Продолжительность исходящих вызовов в пиковое время
Способ оплаты Стоимость исходящих вызовов в пиковое время
Пол Количество исходящих вызовов в непиковое время
Возраст Продолжительность исходящих вызовов в непиковое время
Географическая зона активации Стоимость исходящих вызовов в непиковое время
Канал продаж Количество входящих вызовов
Наличие сервиса 1 (бинарная) Продолжительность входящих вызовов
Наличие сервиса 2 (бинарная) Количество отправленных SMS

Количество звонков в службу поддержки клиентов
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ческая и линейная регрессии, линейный дискриминантный анализ, метод k-ближайших
соседей, дерево решений и нейронная сеть с пятью скрытыми слоями с порогом t = 1/2.

В [9] показано, что демографические признаки меньше всего влияют на отток клиентов.
Для анализа рассмотрены такие алгоритмы, как метод k-ближайших соседей, градиент-
ный бустинг, наивный байес. Лучшие результаты получены на модели случайного леса
с точностью 91% и полнотой 87%.

Обзор существующих исследований по оттоку клиентов был сделан в [10]. В большин-
стве рассмотренных работ в обзоре сравниваются несколько моделей машинного обучения:
логистическая регрессия, случайный лес, градиентный бустинг, дерево решений.

Результаты исследований не следует сравнивать между собой, так как итоговые пока-
затели метрик зависят от способа сбора данных и их изначальной структуры, обработки
данных и подбора лучших параметров для моделей. Однако можно выделить наиболее
перспективные классификаторы, которые демонстрируют лучшие результаты в подобных
задачах: деревья решений, случайный лес, метод k-ближайших соседей, наивный байесов-
ский классификатор, градиентный бустинг.

Факторы клиентов, которые используются в [6–9] для анализа: статистика вызовов,
статистика оплат, тарифы, жалобы. Однако интернет-провайдеру, предоставляющему дан-
ные для исследования, интересно влияние именно обращений на отток клиентов, поэтому
в данной работе будет использован только этот фактор.

4 Подходы к агрегации данных

Для агрегации данных в литературе используются такие методы, как суммирование
и извлечение среднего значения. Но так как для полей обращений, исследуемых в дан-
ной работе, не применим второй метод, будет рассмотрен только первый. Также будет
применен свой подход к агрегации. Первый подход к агрегации, используемый в данной
работе, заключается в определении наиболее часто встречающегося значения в каждом
поле в обращениях и преобразовании его в признак. Под обращением понимается зво-
нок клиента в компанию по какой-либо проблеме, связанной с оказываемыми услугами.
В итоге сформирована матрица размером 6×400 000. В табл. 2 показаны признаки и часть
выборки. Второй подход к решению заключается в анализе типов сервисов и результатов
и выделение схожих в категории. В итоге было создано 5 категорий типов сервисов (адми-
нистративные вопросы; эксплуатация сети; жалобы; повреждение оборудования; растор-
жение) и 5 типов результатов (проблема не решена; есть претензии; проблемы с оплатой;
приостановление; расторжение).

В итоге сформирована матрица размером 13×400 000, в которую вошли такие признаки
как id, количество обращений по каждому типу сервисов и результатов, сколько всего
обращений и уход.

Таблица 2 Часть выборки в первом подходе

Id клиента Тип сервиса Признак Причина Тип результата Уход

32 646 7864 2473 2423 4527 1
134 577 2558 3475 1254 5653 0
346 457 458 533 456 987 0
78 436 768 2476 561 124 0
· · · · · · · · · · · · · · · · · ·
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5 Подготовка данных

Авторы используют набор данных, содержащий информацию об обращениях клиен-
тов в компанию. Для исследования выбрано около 400 000 клиентов, из них только 20%
ушедших, и их данные за полгода из базы российского интернет-провайдера.

Ушедших клиентов в 4 раза меньше, чем активных. Существует несколько методов
балансировки классов [11]. В данном исследовании использован метод smote из модуля
imblearn.over_sampling.

Перед обучением убрано на время поле «Id» и выборка разделена на показатель, ко-
торый исследуем («Уход»), и признаки, его определяющие («Тип сервиса», «Признак»,
«Причина», «Тип результата»).

Набор данных был разделен на две части: обучающая (тренировочная) выборка (75%)
и тестовая выборка (25%).

Пропущенные значения можно заполнить несколькими способами [12]. В дан-
ной работе выбран вариант заполнения пропущенных значений нулями с помощью
DataFrame.fillna(0), так как это неслучайные пропуски и их необходимо учитывать. Перед
этапом обучения моделей произведена стандартизация данных с помощью функции scale
из модуля sklearn.preprocessing.

Для лучшего результата подобраны лучшие сочетания параметров для каждого алго-
ритма с помощью GridSearchCV модуля sklearn.model_selection.

В данных было выделено два класса в столбце «Уход»:

0 — абонент продолжит пользоваться услугами компании;
1 — абонент расторгнет договор.

6 Сравнение моделей

Цель прогнозирования — определить клиентов, которые собираются расторгнуть до-
говор, чтобы успеть провести соответствующие мероприятия по их удержанию, поэтому
в представленных ниже таблицах приведены только значения критериев по предсказанию
оттока.

В первом подходе на собранных данных у моделей получились результаты, представ-
ленные в табл. 3; во втором подходе у моделей получились результаты, представленные
в табл. 4.

Лучшие результаты показал случайный лес во втором подходе к решению. Этот алго-
ритм превосходит остальные по точности и полноте в целевом классе. Также стоит отме-
тить, что такие высокие показатели были достигнуты с помощью балансировки классов
методом smote.

Код для повторения вышеизложенного эксперимента находится в [13]. Использован
язык программирования Python, среды разработки PyCharm и IPython notebook и биб-

Таблица 3 Сравнительная таблица моделей в первом подходе

Алгоритм Точность Полнота F1

Decision Tree 0,96 0,30 0,45
Random Forest 0,12 0,61 0,20
K-nearest neighbors 0,19 0,5 0,28
Naive Bayes 0,13 0,58 0,21
Gradient Boosting 0,13 0,68 0,21
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Таблица 4 Сравнительная таблица моделей во втором подходе

Алгоритм Точность Полнота F1

Decision Tree 0,77 0,83 0,83
Random Forest 0,85 0,90 0,87
K-nearest neighbors 0,84 0,78 0,81
Naive Bayes 0,60 0,84 0,70
Gradient Boosting 0,71 0,86 0,78

лиотеки scikit_learn (для построения и настройки классификаторов), pandas (для работы
с данными), matplotlib (для визуализации данных), numpy (для работы с массивами).

7 Заключение

В данной статье описан подход к решению проблемы оттока клиентов телекоммуника-
ционных компании. Произведен сравнительный анализ моделей, построенных с помощью
собранных данных, на основании критериев точности и полноты. Алгоритм «Случайный
лес» показал наилучшие результаты. В будущем планируется учесть сезонность, долги
и оплаты абонентов. Также планируется рассмотреть ансамбли моделей.
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